Fakulta elektrotechniky a informatiky

UMELA INTELIGENCIA
V RASTE MALYCH A STREDNYCH
PODNIKOV

lvan Sekaj

Ustav robotiky a kybernetiky FEI STU Bratislava
Ivan.sekaj@stuba.sk



Obsah

1. Umela inteligencia a strojové ucenie
2. Vybrané pristupy Ul
3. Moznosti vyuzitia Ul v priemysle



<Zrr»m3=a

m< W

Umela inteligencia

<Zrr»m3=a

i i %

- Komuni L)

! Mo, ——

BRI N RieSenie kacia

Vnimanie, R s aloh > :

» Ffozpoznavanie Model rozhodovanie,

? i ucenie sa ... :

! omsoossmss oo====g reality Akcia

— —» Meranie, ' >

i | zberdat, | > i

» komunikacia | Y :

I Lo : \ 4 :

Baza znalosti

Vnemy. Rozhodovanie, OVp[yvﬁovanie

prostredia uéenie

prostredia

m< W



Klasicky pristup Ul - symbolovy, pravidlovy (,, GOFAI*)
Inteligencia stroja pochadza od ¢cloveka
(if-else-then)




Moderny pristup Ul - subsymbolovy
statisticky model, umelé neurénoveé siete
stroj sa nauci sam z dat alebo z interakcie s prostredim
(Strojoveé ucenie)




Ucenie s uCitelom
(Supervised learning)

Klasifikacia,
regresia,
aproximacia

Strojove ucenie

Ucenie bez ucitela
(Unsupervised learning)

Zhlukovanie (clustering),
predikcia, asociacia

Ucenie na zaklade
interakcie s prostredim

Rozhodovanie, riadenie

Regresné modely,
Rozhodovacie stromy
Podporné vektorové stroje (SVM)
Umelé neurdnove siete ...

K-means
Hierarchické zhlukovanie
Asociacné pravidla
Umelé neurdnove siete ...

Ucdenie s odmenou a trestom
(Reinforcement learning)
Neuro-evolucia

Su k dispozicii vstupy aj oCakavané
vystupy (tzv. oznacené data). Cielom
je naucit model predikovat novy
vystup na zaklade novych vstupov.

Neoznacené data, cielom je objavit
vzory, Struktury, zavislosti, skryté
suvislostiv datach bez konkrétneho

vystupu.

Agent interaguje s prostredim
(modelom) a uci sa na zaklade
spatnych vazieb vo forme odmien
alebo trestov alebo vyuzitim
simulovanej evolucie.




Ucenie s ucitelom 1. zber vstupno/vystupnvch dat
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Ucenie s ucitel’om 2. trénovanie (uéenie) modelu
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Ucenie s ucitelom 3. pouzitie modelu

novy pacient

diagnoza
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Prediktivna udrzba: ,Zariadenie x sa porucha v case y*

Pomocou ucenia s ucitelom mozu firmy predvidat, kedy strojové zariadenie alebo komponent
pravdepodobne zlyha. Model sa uci na zaklade historickych udajov zo senzorov a vyskytu zlyhani, a méze
predpovedat, kedy bude potrebna udrzba, €o zniZzuje prestoje a naklady na opravy.
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Detekcia objektov, séemanticka segmentacia
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Iné aplikacie

Predpovedanie dopytu a cien: Firmy pouZzivaju ucenie s ucitelom na predikciu dopytu po produktoch a sluzbach, ako
aj na optimalizaciu cien. Modely sa ucia na zaklade historickych predajnych udajov, sezonnych vzorcov a dalSich
faktorov, aby predpovedali buduce poZiadavky a nastavili ceny optimalne.

Riadenie zasob: Ucenie s ucitelom mobze byt pouzité na predikciu, kedy bude potrebné doplnit zasoby v skladoch
alebo obchodoch. Modely mbézu analyzovat historické predaje a dalSie faktory, ako su sezénne trendy, a poskytovat
predikcie o optimalnych mnozstvach zasob.

Odporucacie systémy: V e-commerce a streamovacich sluzbach sa ucenie s u¢itelom pouziva na odporucanie
produktov alebo obsahu na zaklade preferencii pouzivatelov. Modely sa ucia na zaklade minulého spravania
zakaznikov, ¢o pomaha vytvorit personalizované odporucania.

Financné predikcie: Predpovedanie cien akcii, kurzov alebo urokovych sadzieb na zaklade historickych dat. Modely
mozu analyzovat vzory v spravani trhu a pomaéct investorom optimalizovat svoje stratégie.

Mnohé iné...
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Ucenie bez ucitela (Unsupervised Learning)
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Niektore aplikacie

Segmentacia zakaznikov: Algoritmy ucenia bez ucitela sa pouZzivaju na segmentaciu zakaznikov podla ich spravania, preferencii a
nakupnych vzorcov. Tieto segmenty sa potom mdZzu pouzit na cielenie marketingovych kampani, personalizaciu ponuk alebo navrh
vernostnych programov.

Detekcia anomalii: Detekcia anomalii alebo nezvyCajnych vzorcov v datach, ako su nezvyCajné transakcie, chyby vo vyrobe alebo
kybernetické utoky. Algoritmy dokazu identifikovat odchylky od normalu a upozornit na mozné problémy, napriklad vo vyrobe alebo
bezpecnosti.

Zhlukovanie dat pre marketing, vyskum a vyvoj: Zhlukovanie velkych mnozZstiev experimentalnych dat, aby sa nasli nové vzory,
suvislosti a potencialne nové zlozky alebo vlastnosti produktov. To méze urychlit inovacie a zlepsit efektivitu vyvoja novych liekov
alebo technolégii.

Znizenie rozmernosti dat: V pripadoch, ked su data velmi komplexné a obsahuju velké mnoZstvo vlastnosti, u€enie bez ucitela
pomaha znizit rozmernost dat bez straty podstatnych informacii. Napriklad v medicinskych datach, financnych datach to umoznuje
zjednodusit analyzy a identifikovat hlavné faktory.

Odhalenie vzorov a suvislosti vo velkych datach: Analyza obrovskych datovych suborov, ktoré generuju loT zariadenia, siete a
technologické spolocnosti. Cielom je odhalit skryté vzorce alebo korelacie v datach, ktoré by inak neboli identifikované, a poméct
optimalizovat procesy.

Prieskum a analyza chyb vo vyrobe: Analyza dat o vykone strojov a produkénych procesov, aby sa identifikovali skryté vzorce alebo
priciny chyb. To pomaha pri zlepSovani kvality a efektivity vyroby. 17



UcCenie bez ucitela na zaklade interakcie s prostredim

pocitacovy model reality
(digitalne dvojca)

Riadenie, autonomne systémy, hry, rieSenie problémov ...



realne

prostredie 1. Uéenie s posiliiovanim

bodnet (Reinforcement Learning)

reakcia
2. Neuro-evolucia




Ucenie s posilnovanim, neuroevolucia - aplikacie v priemysle
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Bio-inspirované vypoctoveé pristupy

« Evolucneé algoritmy (Geneticky
algoritmus, Genetické programovanie,
iné...)

« Krdloveé algoritmy (kolénie mravcov,
PSO, Vceli algoritmus, iné...)

* Vykonné optimalizacnhé metody pre
extrémne zlozité optimalizacné problemy
(priemysel, doprava, ekonomia,
financ€nictvo...)




Optimalizacia pohybu robotického ramena
(energia, ¢as, kvalita...)

22



Evolucia elektrickych obvodov (Evolvable hardware)
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Navrh / optimalizacia konstrukcii
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Generativna Ul (GAl)

Generovanie nového obsahu: texty, obrazky, audio, video ...

s e . Tréning:
Komunikacia ludskou recou

s ucitelom / bez ucitela,
casovo, HW,
energeticky narocny
(tyzdne, mesiace,
superpocitace, MW)

prostredie /klient

texty, obraz video
dostupné na webe,
digit. literatura...

poziadavka odpoved




Generativna Ul

1. analyza zlozitych probleémov, velkych dat, navrh novych rieseni

2. generovanie textov obrazu, videa

3. automatizovany marketing

3. automatizacia administrativnych Cinnosti, reserse, prezentacie

4. programovanie

5. osobny asistent vo vsetkych oblastiach profesie (aj osobného zivota)

6. roboticky asistent

7. implementacia funkcii GUI do produktov komunikacia fudskou reCou, poradenstvo,
navod na pouzitie, udrzba (text, hlas) ..

26



Niektoré aplikacie @ ChatGPT

Navrh produktov

Generativny dizajn: Al moze vytvarat nové dizajny a produkty na zaklade Specifickych parametrov (materialy, pevnost, hmotnost atd.). V
automobilovom a leteckom priemysle to vedie k vyvoju lahSich a odolnejSich komponentov.

Rychlejsie prototypovanie: Vdaka Al mézu firmy rychlejSie vytvarat navrhy a virtualne prototypy, ¢o skracuje ¢as potrebny na uvedenie novych
produktov na trh.

Personalizacia a marketing

Generovanie personalizovaného obsahu: Al méze generovat marketingové kampane, ktoré su prispésobené individualnym potrebam
zakaznikov, ¢im zvysSuje mieru zapojenia a predaja.

Automatizacia tvorby obsahu: Pre priemyselné firmy, ktoré potrebuju pravidelne vytvarat technickd dokumentaciu alebo marketingové
materialy, m6ze Al automatizovat tvorbu tychto textov.

Kreativita a dizajn

Automatizacia kreativnych procesov: Generativna Al moze vytvarat nové dizajny, €i uz ide o modu, nabytok alebo architekturu. Napriklad v
stavebnictve mdze Al generovat navrhy budov na zaklade zadanych kritérii, o urychluje proces navrhu.

Al ako asistent pre inzinierov: Pri navrhu komplexnych systémov (napr. v energetickom alebo automobilovom priemysle) moéze Al asistovat
inZinierom tym, Ze navrhuje optimalizované rieSenia a ponuka inovativne pristupy.

ZlepsSovanie zakaznickej podpory

Automatizacia odpovedi na zakaznicke otazky: V priemysle mo6ze Al poméct pri technickej podpore zakaznikov tym, Ze generuje presné
odpovede na otazky tykajuce sa produktoyv, ich udrzby alebo rieSenia problémov.

Chatboti a virtualni asistenti: Al méze pomahat pri zakaznickom servise, kde automatizovani chatboti odpovedaju na bezné otazky
zakaznikov, o Setri Cas zamestnancov a zvySuje spokojnost zakaznikov.
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